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基于两种机器学习方法分析东海北部海域三疣梭子

蟹(Portunus trituberculatus)时空分布* 

栗小东  王  晶  杨春蕙  王迎宾① 
(浙江海洋大学水产学院  舟山  316022) 

摘要    为了解东海北部海域三疣梭子蟹(Portunus trituberculatus)资源时空分布规律, 探索更适合

三疣梭子蟹资源量预测的模型方法, 根据 2006—2007年共四个季度在东海北部海域的底拖网调查数

据 , 运用梯度提升回归树 (gradient boosting regression tree, GBRT)和支持向量机 (support vector 

machine, SVM)这两种机器学习方法, 分析了三疣梭子蟹时空分布与环境因子之间的关系, 同时使用

方差解释率(VE)、相对均方根误差(RMSE)以及决定系数 R2 等指标对不同模型的拟合效果、预测性

能以及稳定性等进行了比较, 选择其中最佳模型对东海北部海域三疣梭子蟹资源分布进行预测。结

果显示, GBRT模型的拟合效果相对优于 SVM模型, 两种模型的拟合结果均显示底层海水盐度(SBS)

为影响三疣梭子蟹资源分布最为显著的环境因子。GBRT 模型的预测性能较高且模型较为稳定, 其

预测结果显示夏季的资源量高于其他三个季节, 且各季节所研究海域的东南部均存在一个资源分布

的低值区。研究结果预期可为三疣梭子蟹资源分布及资源量预测新方法的探索和分析提供技术指导。 

关键词    三疣梭子蟹; 梯度提升回归树(GBRT); 支持向量机(SVM); 资源量 

中图分类号    S931.1; S932.5        doi: 10.11693/hyhz20210200050 

三疣梭子蟹(Portunus trituberculatus)隶属于十足

目 (Decapoda)、梭子蟹科 (Portunidae)、梭子蟹属

(Portunus) (俞存根 , 2011), 头胸甲呈梭形 (宋海棠 , 

2012), 因背部的三个疣状突起而得名 , 其属于广温

广盐生态类群(俞存根等, 2005), 广泛分布于中国的

四大海区 , 是东海海域重要的优势种和渔业捕捞对

象之一, 具有重要的经济价值和生态价值。目前, 国

内外关于三疣梭子蟹的研究报道有很多 , 主要包括

生物学特征(袁伟等, 2016; 叶婷, 2017)、营养生态位

(丛旭日, 2015)、渔具选择性(张洪亮, 2011)以及增殖

容量估算(徐雪等, 2019)和补充量预测(高丽, 2020)等

方面。随着近海渔船吨位和功率的不断增大, 捕捞强

度也随之增加 , 对三疣梭子蟹资源造成了巨大的压

力。为了保护三疣梭子蟹资源 , 实现可持续利用 , 

2017年, 经农业农村部批准, 浙江省组织开展了浙北

渔场梭子蟹限额捕捞试点工作(陈森, 2017)。实行限

额捕捞是保护三疣梭子蟹资源的有效途径 , 而准确

了解三疣梭子蟹的资源分布状况和资源量对限额捕

捞工作的开展具有重要意义。 

三疣梭子蟹作为一种大型底层蟹类 , 其分布易

受到温度、盐度等一系列海洋环境因子的影响(徐勇

等, 2015; 吴强等, 2016; 衎卢 尔等, 2019), 蟹类的时

空分布及其与环境因子之间的关系也是当前渔业研

究的热点问题(丁朋朋等, 2019)。物种分布模型(SDMs)

是研究物种分布与环境因子之间关系的一种重要方

法, 它以生态位理论为基础, 将物种分布信息和相应

的环境信息进行关联, 探究两者之间的关系, 进而利

用这种关系对目标研究区域的物种分布进行预测(李

国庆等, 2013; 许仲林等, 2015)。传统的 SDMs大多

使用基于回归的方法, 如广义线性模型(GLM)、广义
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可加模型(GAM)等(郑波等 , 2008; 武胜男等 , 2019; 

马金等, 2020), 随着计算机技术和人工智能的发展, 

机器学习方法也逐渐被应用于 SDMs中, 且因为其可

以识别物种分布和环境因子之间的复杂关系、能够更

加准确地预测物种分布等优点而受到人们的广泛关

注。在渔业领域, 机器学习方法已经被广泛地用于鱼

类丰度和分布预测(Baran et al, 1996; Lek et al, 1996; 

Maravelias et al, 2003; Li et al, 2017)、种群鉴定

(Haralabous et al, 1996)、CPUE 标准化(杨胜龙等 , 

2015)以及资源分布与环境因子之间关系的探究(栾静

等, 2018; Luan et al, 2018)等方面。 

本研究采用梯度提升回归树(GBRT)和支持向量

机(SVM)这两种机器学习方法, 对东海北部海域三疣

梭子蟹的时空分布及其与环境因子之间的关系进行

了分析 , 筛选了影响三疣梭子蟹分布的主要环境因

子, 对两种模型的拟合性能和预测性能进行了比较, 

并利用最佳模型对三疣梭子蟹的分布进行了预测。研

究结果预期可为三疣梭子蟹资源分布及资源量预测

新方法的探索提供一定的技术参考。 

1  材料与方法 

1.1  数据来源 

三疣梭子蟹资源量数据来源于 2006年 8月, 2007

年 1月、5月、11月在东海北部海域的底拖网调查。

调查海域范围为 121°75′—124°25′E、29°75′—31°35′N, 

共设置 20个调查站位(图 1)。调查所用的船只为主发

动机功率为 184 kW的单拖渔船, 调查网具为桁杆虾

拖网, 桁杆长度为 30 m, 囊袋为 7 只, 拖曳航速为 2

节, 每站位拖行 1 h。同时对每个站位的底层海水温

度(SBT)、底层海水盐度(SBS)以及水深等环境因子进

行测定和记录。表 1为调查所得的三疣梭子蟹渔获量

以及环境因子的季节变化情况。 

1.2  模型方法 

梯度提升回归树(GBRT)和支持向量机(SVM)是

两种机器学习方法, GBRT 是一种由 Friedman(2001)

提出的迭代决策树算法 , 其通过不断生成新的决策

树来拟合前一棵树的误差 , 进而获得更加准确的预

测结果; SVM是一种由 Cortes等(1995)提出的一种有

监督学习模型, 具有泛化能力好、适用于非线性和高

维问题等优点。 

 

图 1  东海北部海域渔业资源采样站位分布 
Fig.1  Distribution of sampling stations for fishery resources in 

the northern part of the East China Sea 

表 1  东海北部海域三疣梭子蟹渔获量及环境因子季节变化 
Tab.1  Seasonal variations of catch of P. trituberculata and environmental factors in the northern waters of the East China Sea 

调查变量 春季(5月) 夏季(8月) 秋季(11月) 冬季(1月) 

三疣梭子蟹渔获量(g) 13—28 867 785—67 528 45—806 857 0—154 234 

底层海水温度(SBT) (°C) 16.04—18.24 16.67—27.39 20.25—21.69 12.28—16.86 

底层海水盐度(SBS) 30.53—34.28 30.88—34.48 31.57—34.19 32.97—34.34 

水深(m) 9—82 3—59 17—58 11—44 

pH 8.02—8.49 8.09—8.49 7.89—8.24 7.80—7.97 

叶绿素 a浓度(μg/L) 0.31—3.98 0.45—3.05 0.34—1.34 0.38—1.4 

 
梯度提升回归树(GBRT)    GBRT 是一种以回

归决策树为弱学习器的集成学习模型 , 结合了提升

法和梯度下降法两种思想 , 提升法的目的是结合多

棵决策树来共同进行决策 , 梯度下降法是使用损失

函数的负梯度在当前模型的值作为提升树中残差的

近似值 , 以此来拟合回归决策树(Friedman, 2001)。

GBRT 的构建过程主要有以下三个步骤: (1) 初始化

决策树 , 估计一个使得损失函数最小化的常数来构

建一个只有一个根节点的树; (2) 不断提升迭代; (3) 

经过若干次的提升法迭代过程之后 , 输出最终的模
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型(赵卫东等, 2018)。 

支持向量机(SVM)    SVM 是机器学习中一种

常用的分类和回归模型 , 其目的是在多维空间中找

到一个能将全部样本单元分成两类的最优平面(丁世

飞等, 2011), 这一平面应当使两类中距离最近的点的

间距尽可能地大, 这时在间距边界上的点称为支持向

量 , 间距中间的平面称为分隔超平面 (卡巴科弗 , 

2013)。SVM 通过一个特定的核函数将样本单元投射

到高维空间, 常用的核函数有线性核函数、多项式核

函数、径向基核函数以及 Sigmoid 核函数等(杨云等, 

2020), 渔业中三疣梭子蟹的分布与环境因子之间的关

系多为非线性关系, 而径向基核函数是一种非线性投

影, 可以灵活地识别变量之间的非线性关系, 故本研

究中建立 SVM模型使用的核函数为径向基核函数。 

1.3  模型拟合及预测 

三疣梭子蟹作为一种大型底层游泳动物 , 其分

布与底层海洋环境有较强关联, 故选取水深(WD)、底

温 (SBT)、底盐 (SBS)、 pH 以及叶绿素 a 浓度

(Chlorophyll a concentration, chl a)作为环境因子, 选

择季节作为时间因子, 共 6个因子作为解释变量。为

了减少数据的异质性 , 避免异常值和零值的影响

(Jongman et al, 1995; Brosse et al, 2002), 将单位网次

渔获量 Y进行对数转换得到 ln(Y+1), 作为响应变量。

使用方差膨胀因子(VIF)对解释变量进行多重共线性

检验(Kabacoff, 2011), 以此来筛选上述可以加入到模

型中的因子, 设置 VIF 的阈值为 3, 即认为 VIF>3 的

因子存在多重共线性问题, 建模时不予考虑。 

在拟合模型时 , 采用逐步回归的方法将因子代

入模型中, 使用方差解释率来检验模型的拟合效果, 

方差解释率越高, 表明模型的拟合效果越好; 在逐步

添加因子的过程中, 当方差解释率不再增大时, 停止

添加因子, 此时即为最佳模型, 方差解释率由以下公

式计算:  

 
 

Var residual
VE 1 100%

Var y

 
    
 

,        (1) 

式中, Var(residual)表示残差方差, Var(y)表示原始数

据方差。 

使用交叉验证法来评估模型的预测性能

(Franklin, 2010), 将总体数据分为训练数据和验证数

据, 训练数据用于建模, 验证数据用于评估模型的预

测性能。本研究随机抽取总体数据中 80%的数据作为

训练数据, 20%的数据作为验证数据。交叉验证过程

重复模拟 10 000次, 将均方根误差(RMSE) (Hyndman 

et al, 2006)和决定系数(R2)作为评估模型预测性能的

指标, RMSE的计算公式如下:  

 21RMSE

n
i ii

O P

n






,         (2) 

式中, n为交叉验证中数据的数量, Oi和Pi分别表示观

测值和预测值。 

ΔR2 即模型拟合与模型预测的 R2 的差值作为检

验模型过拟合程度的指标, ΔR2 越小, 过拟合程度越

小; RMSE和 R2的标准误差作为衡量模型稳定性的指

标 , 标准误差越小 , 模型越稳定 (Segurado et al, 

2004)。 

以上两种模型的构建和验证过程均在 R 3.6.3软

件中实现, 其中 GBRT模型由“gbm”包构建, SVM模

型由“e1071”包构建。 

1.4  预测分布 

根据各季节的环境因子调查数据 , 以 0.05°× 

0.05°为分辨率对所研究海域进行网格划分 , 记录每

个网格中心点所对应的坐标 , 使用克里金插值法对

各网格中心点的环境因子数据进行插值 , 比较两种

模型的预测性能, 挑选出最优的预测模型, 将插值获

得的环境因子数据代入模型中 , 以此来预测不同季

节三疣梭子蟹的分布状况, 使用 ocean data view软件

绘制三疣梭子蟹资源分布图。 

2  结果 

2.1  因子筛选与模型拟合 

使用VIF对环境因子进行多重共线性检验, 结果

显示各环境因子之间 VIF 值均小于 3, 表明环境因子

之间不存在多重共线性问题 , 均可以作为解释变量

加入模型中。表 2 列出了两种模型的最佳拟合结果, 

其中包括各模型逐步添加因子的顺序、逐步添加过程

中模型累计方差解释率的变化情况以及各因子对模

型的贡献率。 

GBRT 模型累计方差解释率为 85.5%, 包括底层

盐度、季节、底层温度以及 pH 共四个因子, 其中底

层盐度的贡献率最大, 为 59.1%, 其次是季节、底层

温度和 pH, 分别为 11.3%、8.8%、6.3%; SVM模型累

计方差解释率为 75.2%, 包括底层盐度、季节以及 pH

共三个因子, 其中底层盐度和 pH 的贡献率较大, 分

别为 33.7%和 27.2%, 季节的贡献率较小, 为 14.2% 

(表 2)。两种模型相比, SVM 模型的累计方差解释率

较低 ,  GBRT 模型的累计方差解释率较高 ,  表明

GBRT模型的拟合效果较好。两种模型筛选出的解释 
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表 2  两种模型最佳拟合结果 
Tab.2  Summary of the optimal fitted results of the two models 

模型 加入的因子 累计方差解释率(%) 贡献率(%) 

SBS 59.1 59.1 

+season 70.4 11.3 

+SBT 79.2 8.8 

梯度提升回归树
(GBRT) 

+pH 85.5 6.3 

SBS 33.7 33.7 

+season 47.9 14.2 支持向量机(SVM) 

+pH 75.2 27.2 

注: SBS表示底层海水盐度, season表示调查季节, SBT表示底层海水温度 

 
变量均包含底层盐度、季节和 pH, 且每个模型中底

层盐度的贡献率均为最高 , 表明底层盐度是影响三

疣梭子蟹分布的主要因子, 其次为季节和 pH。 

2.2  资源密度与解释变量关系 

在 GBRT 模型中, 底层盐度在 31—33 时三疣梭

子蟹资源密度较为稳定, 高于 33 时波动较为明显, 

且在高于 34 时也呈现出急速下降的趋势。夏季的资

源密度明显高于其他三个季节(图 2)。底层海水温度

在 15—21 °C之间三疣梭子蟹资源密度波动较大, 随

着温度的升高呈现先下降后上升再下降的趋势 , 

21—25 °C之间较为稳定。pH在 7.9—8.0之间三疣梭

子蟹资源密度波动较大, 呈现先下降后上升的趋势, 

8.0—8.4 之间波动较小(图 2)。在 SVM 模型中, 随着

底层海水盐度的升高 , 三疣梭子蟹资源密度先呈现

缓慢上升的趋势, 盐度超过 33.5时急剧下降, 后又快

速上升。夏季的资源密度明显高于其他三个季节。pH

在 7.8—7.9 之间三疣梭子蟹资源密度呈现下降趋势, 

8.0—8.4之间呈现波动上升的趋势(图 3)。 

 

图 2  GBRT最优模型因子对三疣梭子蟹资源密度影响的分析图 
Fig.2  Effects of factors selected from the optimal gradient boosting regression tree model on the resource density of P. trituberculatus 
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图 3  SVM最优模型因子对三疣梭子蟹资源密度影响的分析图 
Fig.3  Effects of factors selected from the optimal support vector machine model on the resource density of P. trituberculatus  
 
两种模型所识别的底层海水盐度与三疣梭子蟹

资源密度之间的关系基本一致, 均在盐度为 34 左右

时表现出急剧下降的趋势; 所识别的 pH 与三疣梭子

蟹资源密度之间的关系也基本一致, 均在 pH 为 7.95

附近存在一个资源密度的低值点。 

2.3  模型预测性能检验 

从交叉验证结果(表 3)可知, GBRT模型的R2较大

且 RMSE较小, 表明GBRT模型的预测性能相对优于

SVM模型; 从ΔR2的值可以看出, 两种模型的过拟合

情况差别不大; 从 R2和 RMSE 的标准误的值可以看

出, 两种模型的稳定性差别不大, 但 GBRT 模型的稳

定性略微优于 SVM模型。综合以上各种指标, GBRT

模型的整体表现相对优于 SVM模型。 

2.4  三疣梭子蟹分布预测 

使用两种模型中预测性能更好的 GBRT 模型对

东海北部海域各季节三疣梭子蟹的资源分布进行预

测。结果显示, 各季节三疣梭子蟹的资源分布具有一

定差异, 整体上夏季的资源密度高于其他三个季节, 

夏季和秋季三疣梭子蟹平均资源密度分别为 35.2 和

28.7 kg/km2, 春季和冬季平均资源密度分别为 20.9

和 16.4 kg/km2; 春季东北部海域资源密度较高, 夏季

和秋季整个海域资源密度较为均匀 , 冬季北部海域

资源密度明显高于南部; 空间上, 各季节所调查海域

的东南部均存在一个三疣梭子蟹资源密度的相对低

值区(图 4)。 

3  讨论 

3.1  模型比较 

本研究结果显示, GBRT 模型的拟合效果相对优

于 SVM 模型, 这可能与模型本身的结构以及所容纳

的解释变量数量有关。GBRT模型属于集成学习模型, 

而 SVM 模型属于单一结构模型, 且 GBRT 模型所容

纳的解释变量数量要多于 SVM 模型。GBRT 模型是

在决策树模型的基础上引入了提升法(boosting)的思

想(王磊等, 2019), 通过不断生成新的树来拟合前一

棵树的误差, 使得最终的拟合效果更好; SVM模型是 

表 3  交叉验证结果 
Tab.3  Cross-validation comparison between two models 

模型 均方根误差 RMSE 决定系数 R2 
决定系数的 

差值 ΔR2 

均方根误差的 

标准误 

决定系数 R2的 

标准误 

梯度提升回归树(GBRT) 0.16 0.36 0.51 0.44 0.16 

支持向量机(SVM) 0.17 0.31 0.48 0.45 0.18 
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图 4  各季节三疣梭子蟹资源分布预测图 
Fig.4  Forecast distribution of P. trituberculatus resources in different seasons 

注: a. 春季; b. 夏季; c. 秋季; d. 冬季 

 

通过使用核方法将数据投影到高维空间 , 利用高维

空间中的超平面来分离数据 , 从而使它对于非线性

数据有很强的处理能力(孙亮等, 2017)。两种模型的

基本结构和原理有很大的差异 , 这也是其拟合效果

不同的主要原因。 

两种模型相比, GBRT模型比 SVM模型所解释的

三疣梭子蟹资源量和环境因子之间的非线性关系更

加复杂 , 这与模型本身的原理有很重要的关系 , 

GBRT 模型和随机森林模型等基于树的模型能够识

别因子间的交互效应(Li et al, 2015), 使其能够更加

充分地解释资源量与环境因子之间的关系。 

从模型预测的角度来看, GBRT 模型无论是预测

性能还是稳定性都要略优于 SVM 模型, 这也展示出

了集成学习算法在预测准确度上的优势 , 即在单个

模型的基础上, 通过提升迭代来不断优化模型, 使得

最终的输出要优于单个模型。但同时, GBRT 模型的

过拟合现象也较为严重, 这与 GBRT 模型所使用的

boosting 方法有一定的关系, 使用 boosting 方法从训

练集中提取信息来训练模型时更加激进 , 容易受到

噪声的影响, 进而导致过拟合。 

两种模型虽然同属于机器学习方法 , 但是模型

的原理以及结构都有一定的差异 , 从模型的理论基

础来看, GBRT模型是基于树的模型, 而 SVM模型以

统计学习理论和解析几何为基础。从模型的主要结构

来看, SVM模型属于单一结构模型, 而 GBRT模型属

于集成学习模型。根据本研究结果, 集成学习模型无

论是从拟合效果还是预测性能都要优于单一结构的

模型 , 这对于今后研究中模型的选择具有一定的参

考价值。 

3.2  三疣梭子蟹分布与解释变量之间的关系 

东海北部海域三疣梭子蟹的资源分布具有明显

的季节变化特征, 季节是一个综合性的因子, 不同季

节之间包括温度、海流以及河口冲淡水等都有很大的

差异 , 这也间接地造成了不同季节海水温度和盐度

的变化。三疣梭子蟹作为一种大型底栖的肉食性蟹类, 

外界环境的变化不仅会影响它本身的生态习性 , 如
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产卵、索饵等 , 也会影响其饵料生物的生长(徐勇 , 

2014)。此外, 季节所导致的环境变化也是三疣梭子蟹

产生洄游行为的主要因素 , 三疣梭子蟹不断向最适

合于自己生存的海域洄游 , 进而使得不同季节之间

研究海域资源分布有明显的不同。 

两种模型的拟合结果均显示底层海水盐度(SBS)

为影响三疣梭子蟹分布的一个重要环境因子 , 这可

能与三疣梭子蟹的生活史有一定关系 , 三疣梭子蟹

在生长发育的不同阶段对盐度的要求不同 , 处于产

卵和幼体生长阶段时需要低盐环境 , 而进行索饵和

越冬时更喜欢高盐度环境(宋海棠, 2012)。夏季是三

疣梭子蟹产卵的高峰期 , 而东海北部海域又处于长

江和钱塘江两个大型河口交汇处 , 夏季河水流量较

大 , 其海水盐度受到大量河流冲淡水的影响有所降

低, 适合三疣梭子蟹产卵以及幼体的生长, 因此大量

成熟的雌蟹在该海域产卵, 使得资源密度较高(图 5b); 

冬季时河水流量减少, 海水盐度也有所升高, 当年生

的补充群体可能在此进行越冬(图 5d)。GBRT模型拟

合结果显示, 底层海水温度(SBT)对三疣梭子蟹的分

布也有一定的影响 , 很多研究都表明水温会影响三

疣梭子蟹的分布(宋海棠等, 1989; 袁伟等, 2016), 当

水温低于 10 °C时, 三疣梭子蟹甚至会进入休眠状态

(宋海棠, 2012), 郑元甲等(2003)的研究认为, 水温是

影响三疣梭子蟹洄游分布的主要原因。本研究结果显

示当底层水温超过 21 °C时, 三疣梭子蟹资源密度处

于较低的状态 , 说明水温过高的环境并不适合三疣

梭子蟹生存, 三疣梭子蟹是温水种, 但是水温过高反

而会对它产生一种制约的作用。pH 作为一个衡量水

体酸碱度的指标 , 会影响甲壳动物的呼吸作用和免

疫力(林小涛等, 2000)。GBRT模型和 SVM模型的拟

合结果均显示, 当 pH为 7.95时存在一个三疣梭子蟹

资源密度的低点, 说明当 pH 为 7.95 时, 可能会对三

疣梭子蟹的呼吸作用和免疫力产生不利的影响 , 进

而导致资源密度的下降。 

利用 GBRT 模型对东海北部海域三疣梭子蟹资

源的分布状况进行预测 , 结果显示夏季的资源量整

体上要高于其他三个季节 , 可能是因为夏季是三疣

梭子蟹产卵的高峰期 , 很多性成熟的雌蟹从深海区

洄游到近海产卵, 使得近海资源密度较高, 而秋季时

三疣梭子蟹的补充群体数量逐渐增多 , 补充量大于

死亡量, 资源密度也会有所增加(宋海棠, 2012)。四个

季节的资源预测分布图均显示在所研究海域的东南

部存在一个资源密度的低值区 , 可能是因为该海域

的环境状况不适合三疣梭子蟹生存 , 这还需要进一

步的研究。 

4  结论 

本研究运用两种机器学习方法对东海北部海域

三疣梭子蟹资源时空分布及其与环境因子之间的关

系进行了分析, 筛选出了季节、SBS 以及 SBT 等是

影响三疣梭子蟹资源分布的重要因子。虽然不同模

型之间的拟合效果有所不同 , 但所反映出的因子对

三疣梭子蟹资源分布的影响趋势大致相符 , 说明该

研究的结果相对比较可靠。两种模型最终的预测性

能都不是特别高 , 这可能与实验所用的数据量较少

有一定的关系 , 相关研究表明数据量对模型的预测

性能有非常显著的影响(Luan et al, 2020), 此外, 海

洋中可能存在一些对三疣梭子蟹生活史有显著影响

的环境因子但在本研究中并未被采集到 , 如底质类

型(Luan et al, 2018), 这也值得接下来做进一步的探

索和研究。 
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SPATIOTEMPORAL DISTRIBUTION OF PORTUNUS TRITUBERCULATUS IN THE 
NORTHERN EAST CHINA SEA BASED ON TWO MACHINE LEARNING METHODS 

LI Xiao-Dong,  WANG Jing,  YANG Chun-Hui,  WANG Ying-Bin 
(School of Fishery, Zhejiang Ocean University, Zhoushan 316022, China) 

Abstract    To understand the temporal and spatial distribution of Portunus trituberculatus resources in the northern East 

China Sea, and to explore a more suitable model for the prediction of P. trituberculatus resources, two machine learning 

methods: gradient boosting regression tree (GBRT) and support vector machine (SVM), were used to analyze the 

relationship between spatiotemporal distribution of P. trituberculatus and environmental factors based on the survey data in 

the northern East China Sea from 2006 to 2007. The fitting effect, predictive performance, and stability of the two models 

were compared in the variance explained (VE), the root mean square error (RMSE), and the coefficient of determination 

(R2). The optimal model was selected to predict the distribution of P. trituberculatus in the northern East China Sea. Results 

show that the fitting effect of GBRT model was better than that of SVM model, and the bottom seawater salinity (SBS) was 

the most significant environmental factor affecting the distribution of P. trituberculatus. The predictive performance and 

stability of GBRT model were better than those of SVM. The predictive results show that the abundance of P. 

trituberculatus in summer was higher than those in the other three seasons, and there was a small abundance area in the 

southeast of the studied sea area in each season. This study provided a technical tool for exploring new methods of 

prediction for the resource distribution and abundance of P. trituberculatus. 

Key words    Portunus trituberculatus;  gradient boosting regression tree (GBRT);  support vector machine (SVM);  

resources 

 


